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This is an autogenerated index file.
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If you want to use another markup, choose a different builder in your settings.
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快速开始


安装说明

在当前目录下运行样例代码需要python 2.7及以上版本，PadddlePaddle Fluid v1.5.1或以上的版本。如果你的运行环境中的PaddlePaddle低于此版本，请根据 安装文档 [http://paddlepaddle.org/documentation/docs/zh/1.5/beginners_guide/install/index_cn.html] 中的说明来更新PaddlePaddle。


环境依赖

python >= 2.7，CUDA >= 8.0，CUDNN >= 7.0
运行训练代码需要安装numpy，cv2

pip install opencv-python
pip install numpy










数据准备

首先，通过如下的方式进行数据的准备：

步骤一： 首先将所有图片保存在文件夹中， 如data/image。

步骤二： 在data中新建train_list.txt和val_list.txt


	train_list.txt: 训练集合的标签文件，每一行采用”空格”分隔图像路径与标注，例如：




data/image/1.jpg 369






	val_list.txt: 验证集合的标签文件，每一行采用”空格”分隔图像路径与标注，例如：




data/image/2.jpg 65








模型训练

数据准备完毕后，可以通过如下的方式启动模型压缩：

 python compress.py 
        --data_dir zhijian/ 
        --pretrained_model MobileNetV1_pretrained 
        --model MobileNet 
        --class_dim 1000 
        --image_width 224 
        --image_height 224 
        --batch_size 256 
        --target_ratio 0.5 
        --strategy Uniform 
        --use_gpu True 
        --gpu_id 0
        --img_mean 0.485 0.456 0.406
        --img_std 0.229 0.224 0.225





参数说明：

环境配置部分：


	data_dir: 数据存储路径，默认值: None


	pretrained_model: 加载预训练模型路径，默认值: None




模型类型和超参配置：


	model: 模型名称， 默认值: “MobileNet”


	total_images: 图片数，ImageNet2012，默认值: 1281167


	class_dim: 类别数，默认值: 1000


	image_width: 图片宽度，默认值: 224


	image_height: 图片高度，默认值: 224


	batch_size: batch size大小(所有设备)，默认值: 64


	target_ratio: 裁剪flop数比例， 默认值: 0.5


	strategy: 使用的裁剪策略， 包括Uniform, Sensitive，默认值: Uniform


	use_gpu: 是否使用GPU, 默认值: True




预处理配置：


	image_mean: 图片均值，默认值：[0.485, 0.456, 0.406]


	image_std: 图片标准差，默认值：[0.229, 0.224, 0.225]
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快速开始


安装说明

在当前目录下运行样例代码需要python 2.7及以上版本，PadddlePaddle Fluid v1.5.1或以上的版本。如果你的运行环境中的PaddlePaddle低于此版本，请根据 安装文档 [http://paddlepaddle.org/documentation/docs/zh/1.5/beginners_guide/install/index_cn.html] 中的说明来更新PaddlePaddle。


环境依赖

python >= 2.7，CUDA >= 8.0，CUDNN >= 7.0
运行训练代码需要安装numpy，cv2

pip install opencv-python
pip install numpy










数据准备

首先，通过如下的方式进行数据的准备：

步骤一： 首先将所有图片保存在文件夹中， 如data/image。

步骤二： 在data中新建train_list.txt和val_list.txt


	train_list.txt: 训练集合的标签文件，每一行采用”空格”分隔图像路径与标注，例如：




data/image/1.jpg 369






	val_list.txt: 验证集合的标签文件，每一行采用”空格”分隔图像路径与标注，例如：




data/image/2.jpg 65








模型训练

数据准备完毕后，可以通过如下的方式启动模型压缩：

python compress.py \
       --data_dir zhijian/ \
       --pretrained_model MobileNetV1_pretrained \
       --model MobileNet \
       --class_dim 1000 \
       --image_width 224 \
       --image_height 224 \
       --batch_size 256 \
       --target_ratio 0.5 \
       --strategy Uniform \
       --use_gpu True \
       --gpu_id 0 \
       --img_mean 0.485 0.456 0.406 \
       --img_std 0.229 0.224 0.225 \
       --checkpoint_path ./checkpoints





参数说明：

环境配置部分：


	data_dir: 数据存储路径，默认值: None


	pretrained_model: 加载预训练模型路径，默认值: None


	checkpoint_path: 模型存储路径




模型类型和超参配置：


	model: 模型名称， 默认值: “MobileNet”


	class_dim: 类别数，默认值: 1000


	image_shape: 图片大小，默认值: “3,224,224”


	batch_size: batch size大小(所有设备)，默认值: 64


	target_ratio: 裁剪flop数比例， 默认值: 0.5


	strategy: 使用的裁剪策略， 包括Uniform, Sensitive，默认值：Uniform




预处理配置：


	image_mean: 图片均值，默认值：[0.485, 0.456, 0.406]


	image_std: 图片标准差，默认值：[0.229, 0.224, 0.225]
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Paddle模型压缩工具库使用示例


目录


	概述


	数据准备


	压缩脚本准备


	蒸馏示例


	剪切示例


	量化示例


	蒸馏后量化示例


	剪切后量化示例


	小模型结构搜索示例







0. 概述

该示例参考PaddlePaddle/models/fluid/PaddleCV/image_classification [https://github.com/PaddlePaddle/models/tree/develop/fluid/PaddleCV/image_classification]下代码，分别实现了以下策略：


	蒸馏：用ResNet50对MobileNetV1的在ImageNet 1000数据上的蒸馏训练, code [https://github.com/PaddlePaddle/models/blob/develop/PaddleSlim/run.sh#L42]。


	剪切：对预训练好的MobileNetV1进行剪切, code [https://github.com/PaddlePaddle/models/blob/develop/PaddleSlim/run.sh#L65]。


	量化：对预训练好的MobileNetV1进行int8量化训练, code [https://github.com/PaddlePaddle/models/blob/develop/PaddleSlim/run.sh#L81]


	蒸馏量化组合：先用ResNet50对MobileNetV1进行蒸馏，再对蒸馏后得到的模型进行int8量化训练, code [https://github.com/PaddlePaddle/models/blob/develop/PaddleSlim/run.sh#L99]。


	剪切量化组合：先用Uniform剪切策略对MobileNetV1进行剪切，再对剪切后的模型进行int8量化训练, code [https://github.com/PaddlePaddle/models/blob/develop/PaddleSlim/run.sh#L114]。


	小模型结构搜索示例: 先用模拟退火策略搜索出一组tokens, 再用该tokens构建网络进行训练, code [https://github.com/PaddlePaddle/models/blob/develop/PaddleSlim/light_nas/run.sh]。




本示例完整代码链接：https://github.com/PaddlePaddle/models/blob/develop/PaddleSlim/run.sh

使用方式：
克隆PaddlePaddle/models [https://github.com/PaddlePaddle/models]到本地，并进入models/fluid/PaddleSlim路径。

文件结构

/.
 |-configs # 压缩任务的配置文件，包括:蒸馏、int8量化量化、filter剪切和组合策略的配置文件。
 |-data # 存放训练数据和pretrain model
 |-models # MobileNetV1和ResNet50网络结构的定义
 |-quant_low_level_api  # 量化训练的底层API, 用于处理特殊情况，用户可暂时忽略该内容
 |-compress.py # 模型压缩任务主脚本，示例中多个压缩策略共用这一个脚本。定义了压缩任务需要的模型相关的信息。
 |-reader.py # 定义数据处理逻辑
 |-run.sh # 模型压缩任务启动脚本
 |-utility.py # 定义了常用的工具方法





本示例中的五个压缩策略使用相同的训练数据和压缩Python脚本compress.py，每种策略对应独立的配置文件。

第1章介绍数据准备，第2章介绍脚本compress.py中几个关键步骤。第3章分别介绍了如何执行各种压缩策略的示例。




1. 数据准备


1.1 训练数据准备

参考models/fluid/PaddleCV/image_classification [https://github.com/PaddlePaddle/models/tree/develop/fluid/PaddleCV/image_classification#data-preparation]下的数据准备教程准备训练数据，并放入PaddleSlim/data路径下。




1.2 预训练模型准备

脚本run.sh会自动从models/fluid/PaddleCV/image_classification [https://github.com/PaddlePaddle/models/tree/develop/fluid/PaddleCV/image_classification#supported-models-and-performances]下载ResNet50和MobileNetV1的预训练模型，并放入PaddleSlim/pretrain路径下。






2. 压缩脚本介绍

在compress.py中定义了执行压缩任务需要的所有模型相关的信息，这里对几个关键的步骤进行简要介绍：


2.1 目标网络的定义

compress.py的以下代码片段定义了train program, 这里train program只有前向计算操作。

out = model.net(input=image, class_dim=args.class_dim)
cost = fluid.layers.cross_entropy(input=out, label=label)
avg_cost = fluid.layers.mean(x=cost)
acc_top1 = fluid.layers.accuracy(input=out, label=label, k=1)
acc_top5 = fluid.layers.accuracy(input=out, label=label, k=5)





然后，通过clone方法得到eval_program, 用来在压缩过程中评估模型精度，如下：

val_program = fluid.default_main_program().clone()





定义完目标网络结构，需要对其初始化，并根据需要加载预训练模型。




2.2  定义feed_list和fetch_list

对于train program, 定义train_feed_list用于指定从train data reader中取的数据feed给哪些variable。定义train_fetch_list用于指定在训练时，需要在log中展示的结果。如果需要在训练过程中在log中打印accuracy信心，则将(‘acc_top1’, acc_top1.name)添加到train_fetch_list中即可。

train_feed_list = [('image', image.name), ('label', label.name)]
train_fetch_list = [('loss', avg_cost.name)]






注意： 在train_fetch_list里必须有loss这一项。




对于eval program. 同上定义eval_feed_list和train_fetch_list:

val_feed_list = [('image', image.name), ('label', label.name)]
val_fetch_list = [('acc_top1', acc_top1.name), ('acc_top5', acc_top5.name)]








2.3 定义teacher网络

以下代码片段定义了teacher网络，并对其进行了初始化操作。

teacher_program = fluid.Program()
startup_program = fluid.Program()
with fluid.program_guard(teacher_program, startup_program):
    img = teacher_program.global_block()._clone_variable(image, force_persistable=False)
    predict = teacher_model.net(img, class_dim=args.class_dim)
exe.run(startup_program)





需要注意的是：


	teacher网络只有一个输入，直接clone在train program(fluid.default_main_program) 中定义的image变量即可。


	teacher网络的输出只需要到predict即可，不用加loss和accuracy等操作


	teacher网络需要初始化并加载预训练模型。





注意： ResNet50和MobileNetV1的fc layer的weight parameter的名称都为‘fc_1.weight’，所以需要到PaddleSlim/models/resnet.py中修改一下ResNet fc layer的名称, 同时，修改ResNet50 pretrain model中响应weight的文件名，使其与resnet.py中的名称保持一致。









3. 执行压缩策略示例

所有示例的执行命令都放在run.sh文件中，用户可以修改run.sh后，执行不同的压缩策略示例。


3.1 蒸馏

在该示例中，用预训练好的ResNet50模型监督训练MobileNetV1模型。
修改run.sh, 执行以下命令，执行蒸馏压缩示例：

# for distillation
#--------------------
export CUDA_VISIBLE_DEVICES=0
python compress.py \
--model "MobileNet" \
--teacher_model "ResNet50" \
--teacher_pretrained_model ./data/pretrain/ResNet50_pretrained \
--compress_config ./configs/mobilenetv1_resnet50_distillation.yaml





该示例在评估数据集上的准确率结果如下：

|- |精度(top5/top1) |
|—|—|
| ResNet50蒸馏训| 90.92% / 71.97%|
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Paddle模型压缩工具实验与模型库


目录


	量化实验


	剪切实验


	蒸馏实验


	组合实验







1. int8量化训练

评估实验所使用数据集为ImageNet 1000类数据, 量化训练前后模型top-5/top-1准确率对比如下：

| Model | FP32| int8(X:abs_max, W:abs_max) | int8, (X:moving_average_abs_max, W:abs_max) |int8, (X:abs_max, W:channel_wise_abs_max) |
|:—|:—:|:—:|:—:|:—:|
|MobileNetV1|89.54% / 70.91%|89.64% / 71.01%|89.58% / 70.86%|89.75% / 71.13%|
|ResNet50|92.80% / 76.35%|93.12% / 76.77%|93.07% / 76.65%|93.15% / 76.80%|

点击表中超链接即可下载预训练模型。

量化训练前后，模型大小的变化对比如下：

| Model       | FP32  | int8(A:abs_max, W:abs_max) | int8, (A:moving_average_abs_max, W:abs_max) | int8, (A:abs_max, W:channel_wise_abs_max) |
| :—        | :—: | :—:                      | :—:                                       | :—:                                     |
| MobileNetV1 | 17M   | 4.8M(-71.76%)               | 4.9M(-71.18%)                                | 4.9M(-71.18%)                              |
| ResNet50    | 99M   | 26M(-73.74%)                | 27M(-72.73%)                                 | 27M(-72.73%)                               |

注：abs_max为动态量化，moving_average_abs_max为静态量化, channel_wise_abs_max是对卷积权重进行分channel量化。




2. 剪切实验

数据： ImageNet 1000类
模型：MobileNetV1
原始模型大小：17M
原始精度（top5/top1）: 89.54% / 70.91%


2.1 基于敏感度迭代剪切


实验说明

分步剪切，每步剪掉模型7%的FLOPS.
optimizer配置如下：

epoch_size=5000
boundaries = [30, 60, 90, 120] * epoch_size # for -50% FLOPS
#boundaries = [35, 65, 95, 125] * epoch_size # for -60% FLOPS
#boundaries = [50, 80, 110, 140] * epoch_size # for -70% FLOPS
values = [0.01, 0.1, 0.01, 0.001, 0.0001]
optimizer = fluid.optimizer.Momentum(
        momentum=0.9,
        learning_rate=fluid.layers.piecewise_decay(boundaries=boundaries, values=values),
        regularization=fluid.regularizer.L2Decay(1e-4))








实验结果

| FLOPS |model size| 精度（top5/top1） |下载模型|
|—|—|—|—|
| -50%|-59.4%(6.9M) |88.22% / 68.41%   |点击下载 [https://paddle-slim-models.bj.bcebos.com/sensitive_filter_pruning_0.5_model.tar.gz]|
| -60%|-70.6%(5.0M)|87.01% / 66.31% |点击下载 [https://paddle-slim-models.bj.bcebos.com/sensitive_filter_pruning_0.6_model.tar.gz]|
| -70%|-78.8%(3.6M)|85.30% / 63.41%  |点击下载 [https://paddle-slim-models.bj.bcebos.com/sensitive_filter_pruning_0.7_model.tar.gz]|






2.2 基于敏感度一次性剪切


实验说明

一步剪切掉50%FLOPS, 然后fine-tune 120个epoch.

optimizer配置如下：

epoch_size=5000
boundaries = [30, 60, 90] * epoch_size
values = [0.1, 0.01, 0.001, 0.0001]
optimizer = fluid.optimizer.Momentum(
        momentum=0.9,
        learning_rate=fluid.layers.piecewise_decay(boundaries=boundaries, values=values),
        regularization=fluid.regularizer.L2Decay(1e-4))








实验结果

| FLOPS |model size|精度（top5/top1） |模型下载|
|—|—|—|—|
| -50%|-61.2%(6.6M)|  88.47% / 68.68% |点击下载 [https://paddle-slim-models.bj.bcebos.com/sensitive_filter_pruning_0.5-1step.tar.gz]|






2.3 基于敏感度分步剪切


实验说明


	一次剪掉20%FLOPS, fine-tune 120个epoch


	在上一步基础上，一次剪掉20%FLOPS, fine-tune 120个epoch


	在上一步基础上，一次剪掉20%FLOPS, fine-tune 120个epoch




optimizer配置如下：

epoch_size=5000
boundaries = [30, 60, 90] * epoch_size
values = [0.1, 0.01, 0.001, 0.0001]
optimizer = fluid.optimizer.Momentum(
        momentum=0.9,
        learning_rate=fluid.layers.piecewise_decay(boundaries=boundaries, values=values),
        regularization=fluid.regularizer.L2Decay(1e-4))








实验结果

| FLOPS |精度（top5/top1）|模型下载 |
|—|—|—|
| -20%|90.08% / 71.48% |点击下载 [https://paddle-slim-models.bj.bcebos.com/sensitive_filter_pruning_3step_0.2_model.tar.gz]|
| -36%|89.62% / 70.83%|点击下载 [https://paddle-slim-models.bj.bcebos.com/sensitive_filter_pruning_3step_0.36_model.tar.gz]|
| -50%|88.77% / 69.31%|点击下载 [https://paddle-slim-models.bj.bcebos.com/sensitive_filter_pruning_3step_0.5_model.tar.gz]|






2.4 Uniform剪切


实验说明

一次剪掉指定比例的FLOPS，然后fine-tune 120个epoch.

optimizer配置如下：

epoch_size=5000
boundaries = [30, 60, 90] * epoch_size
values = [0.1, 0.01, 0.001, 0.0001]
optimizer = fluid.optimizer.Momentum(
        momentum=0.9,
        learning_rate=fluid.layers.piecewise_decay(boundaries=boundaries, values=values),
        regularization=fluid.regularizer.L2Decay(1e-4))








实验结果

| FLOPS |model size|精度（top5/top1） |模型下载 |
|—|—|—|—|
| -50%|-47.0%(9.0M) | 88.92% / 69.66%|点击下载 [https://paddle-slim-models.bj.bcebos.com/uniform_filter_pruning_0.5_model.tar.gz]|
| -60%|-55.9%(7.5M)|88.22% / 68.24%| 点击下载 [https://paddle-slim-models.bj.bcebos.com/uniform_filter_pruning_0.6_model.tar.gz]|
| -70%|-65.3%(5.9M)|86.99% / 66.57%| 点击下载 [https://paddle-slim-models.bj.bcebos.com/uniform_filter_pruning_0.7_model.tar.gz]|








3. 蒸馏

数据： ImageNet 1000类
模型：MobileNetV1
原始模型大小：17M
原始精度（top5/top1）: 89.54% / 70.91%


实验说明

用训练好的ResNet50蒸馏训练MobileNetV1, 训练120个epoch. 对第一个block加FSP loss; 对softmax layer的输入加L2-loss.

optimizer配置如下：

epoch_size=5000
boundaries = [30, 60, 90] * epoch_size
values = [0.1, 0.01, 0.001, 0.0001]
optimizer = fluid.optimizer.Momentum(
        momentum=0.9,
        learning_rate=fluid.layers.piecewise_decay(boundaries=boundaries, values=values),
        regularization=fluid.regularizer.L2Decay(1e-4))








实验结果

|- |精度(top5/top1) |收益(top5/top1)|模型下载 |
|—|—|—|—|
| ResNet50蒸馏训| 90.92% / 71.97%| +1.28% / +1.06%| 点击下载 [https://paddle-slim-models.bj.bcebos.com/mobilenetv1_resnet50_distillation_model.tar.gz]|






4. 组合实验


4.1 蒸馏后量化


实验说明




实验结果

|- |精度(top1) |模型下载 |
|—|—|—|
| ResNet50蒸馏训练+量化| 72.01%| 点击下载|






4.2 剪切后量化


实验说明




实验结果

| 剪切FLOPS |剪切+量化（dynamic）|模型下载 |
|—|—|—|
| -50%| 69.20%| 点击下载|
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快速开始


安装说明

在当前目录下运行样例代码需要python 2.7及以上版本，PadddlePaddle Fluid v1.5.1或以上的版本。如果你的运行环境中的PaddlePaddle低于此版本，请根据 安装文档 [http://paddlepaddle.org/documentation/docs/zh/1.5/beginners_guide/install/index_cn.html] 中的说明来更新PaddlePaddle。


环境依赖

python >= 2.7，CUDA >= 8.0，CUDNN >= 7.0
运行训练代码需要安装numpy，cv2

pip install opencv-python
pip install numpy










数据准备

首先，通过如下的方式进行数据的准备：

步骤一： 首先将所有图片保存在文件夹中， 如data/image。

步骤二： 在data中新建train_list.txt和val_list.txt


	train_list.txt: 训练集合的标签文件，每一行采用”空格”分隔图像路径与标注，例如：




data/image/1.jpg 369






	val_list.txt: 验证集合的标签文件，每一行采用”空格”分隔图像路径与标注，例如：




data/image/2.jpg 65








模型训练

数据准备完毕后，可以通过如下的方式启动模型压缩：

python compress.py \
       --data_dir zhijian/ \
       --pretrained_model MobileNetV1_pretrained \
       --model MobileNet \
       --class_dim 1000 \
       --image_width 224 \
       --image_height 224 \
       --batch_size 256 \
       --target_ratio 0.5 \
       --strategy Uniform \
       --use_gpu True \
       --gpu_id 0 \
       --img_mean 0.485 0.456 0.406 \
       --img_std 0.229 0.224 0.225 \
       --checkpoint_path ./checkpoints \
       --lr 0.001





参数说明：

环境配置部分：


	data_dir: 数据存储路径，默认值: None


	pretrained_model: 加载预训练模型路径，默认值: None


	checkpoint_path: 模型存储路径




模型类型和超参配置：


	model: 模型名称， 默认值: “MobileNet”


	class_dim: 类别数，默认值: 1000


	image_shape: 图片大小，默认值: “3,224,224”


	batch_size: batch size大小(所有设备)，默认值: 64


	target_ratio: 裁剪flop数比例， 默认值: 0.5


	strategy: 使用的裁剪策略， 包括Uniform, Sensitive，默认值：Uniform




预处理配置：


	image_mean: 图片均值，默认值：[0.485, 0.456, 0.406]


	image_std: 图片标准差，默认值：[0.229, 0.224, 0.225]
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Paddle模型压缩工具库使用说明

本文第一章介绍PaddleSlim模块通用功能的使用，不涉及具体压缩策略的细节。第二章分别用4小节介绍量化训练、剪裁、蒸馏和轻量级模型结构搜索四种压缩策略的使用方式。
建议在看具体策略使用方式之前，先浏览下对应的原理介绍：算法原理介绍


在本文中不区分operator和layer的概念。不区分loss和cost的概念。
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1. PaddleSlim通用功能使用介绍




1.1 使用压缩工具库的前提


1.1.1 安装paddle

版本： PaddlePaddle >= 1.4
安装教程： 安装说明 [http://paddlepaddle.org/documentation/docs/zh/1.3/beginners_guide/install/index_cn.html]




1.1.2 搭建好网络结构

用户需要搭建好前向网络，并可以正常执行。
一个正常可执行的网络一般需要以下内容或操作：


	网络结构的定义


	data_reader


	optimizer


	初始化，load pretrain model


	feed list与fetch list





1.1.2.1 网络结构的定义

首先参考以下文档，配置网络：
《Paddle使用指南：配置简单的网络》 [http://paddlepaddle.org/documentation/docs/zh/1.3/user_guides/howto/configure_simple_model/index.html]

这一步的产出应该是两个Program [http://paddlepaddle.org/documentation/docs/zh/1.3/api_cn/fluid_cn.html#program]实例：


	train_program: 用于在压缩过程中迭代训练模型，该program必须包含loss。一般该program不要有backward op和weights update op，否则不能使用蒸馏策略。


	eval_program: 用于在压缩过程中评估模型的精度，一般会包含accuracy、IoU等评估指标的计算layer。





在量化训练策略中，会根据eval_program进行网络结构剪枝并保存一个用于inference的量化模型。这时候，就要求inference网络是eval_program的一个子网络。







1.1.2.2. data_reader

按照以下文档准备数据：
《Paddle使用指南：准备数据》 [http://paddlepaddle.org/documentation/docs/zh/1.3/user_guides/howto/prepare_data/index.html]

这一步需要产出两个DataReader:

train_reader: 用于给train_program的执行提供数据
eval_reader: 用于给eval_program的执行提供数据




1.1.2.3. optimizer

fluid.optimizer API [http://www.paddlepaddle.org/documentation/docs/zh/1.3/api_cn/optimizer_cn.html]

在不同的使用场景下，用户需要提供0个、1个或2个optimizer:


	0个optimizer: 在模型搭建阶段的train_program已经是一个包含了反向op和模型weight更新op的网络，则不用再提供optimizer


	1个optimizer: train_program只有前向计算op, 则需要提供一个optimizer，用于优化训练train_program.


	2个optimizer: 在使用蒸馏策略时，且蒸馏训练阶段和单独fine-tune阶段用不同的优化策略。一个optimizer用于优化训练teacher网络和student网络组成的蒸馏训练网络，另一个optimizer用于单独优化student网络。更多细节会在蒸馏策略使用文档中介绍。







1.1.2.4. load pretrain model


	剪裁：需要加载pretrain model


	蒸馏：根据需要选择是否加载pretrain model


	量化训练：需要加载pretrain model







1.1.2.5. feed list与fetch list

feed list和fetch list是两个有序的字典, 示例如下：

feed_list = [('image', image.name), ('label', label.name)]
fetch_list = [('loss', avg_cost.name)]





其中，feed_list中的key为自定义的有一定含义的字符串，value是Variable [http://paddlepaddle.org/documentation/docs/zh/1.3/api_guides/low_level/program.html#variable]的名称, feed_list中的顺序需要和DataReader提供的数据的顺序对应。

对于train_program和eval_program都需要有与其对应的feed_list和fetch_list。


注意： 在train_program对应的fetch_list中，loss variable(loss layer的输出)对应的key一定要是‘‘loss’’











1.2 压缩工具库的使用

经过1.1节的准备，所以压缩工具用到的关于目标模型的信息已经就绪，执行以下步骤配置并启动压缩任务：


	改写模型训练脚本，加入模型压缩逻辑


	编写配置文件


	执行训练脚本进行模型压缩





1.2.1 如何改写普通训练脚本

在1.1节得到的模型脚本基础上做如下修改：

第一步： 构造paddle.fluid.contrib.slim.Compressor对象, Compressor构造方法参数说明如下：

Compressor(place,
             scope,
             train_program,
             train_reader=None,
             train_feed_list=None,
             train_fetch_list=None,
             eval_program=None,
             eval_reader=None,
             eval_feed_list=None,
             eval_fetch_list=None,
             teacher_programs=[],
             checkpoint_path='./checkpoints',
             train_optimizer=None,
             distiller_optimizer=None)






	place:  压缩任务使用的device。GPU请使用paddle.fluid.CUDAPlace(0) [http://paddlepaddle.org/documentation/docs/zh/1.3/api_cn/fluid_cn.html#paddle.fluid.CUDAPlace]


	scope: 如果在网络配置阶段没有构造scope，则用的是global scope [http://paddlepaddle.org/documentation/docs/zh/1.3/api_cn/executor_cn.html#paddle.fluid.global_scope]，该参数设置为paddle.fluid.global_scope(). 如果有自己构造scope，则设置为自己构造的scope.


	train_program: 该program内的网络只有前向operator，而且必须带有loss. 关于program的概念，请参考：Program API [http://paddlepaddle.org/documentation/docs/zh/1.3/api_cn/fluid_cn.html#program]


	train_reader: 提供训练数据的data reader [http://paddlepaddle.org/documentation/docs/zh/1.3/user_guides/howto/prepare_data/reader_cn.html]


	train_feed_list: 用于指定train program的输入节点, 详见：1.1.2.5节。


	train_fetch_list: 用于指定train program的输出节点，详见：1.1.2.5节。


	eval_program: 用于评估模型精度的program


	eval_reader: 提供评估数据的data reader [http://paddlepaddle.org/documentation/docs/zh/1.3/user_guides/howto/prepare_data/reader_cn.html]


	eval_feed_list: 用于指定eval program的输入节点，详见：1.1.2.5节。


	eval_fetch_list: 用于指定eval program的输出节点, 格式同train_fetch_list, 详见：1.1.2.5节。


	teacher_programs: 用于蒸馏的programs, 这些program需要和train program共用同一个scope.


	train_optimizer: 用于训练train program的优化器


	distiller_optimizer: 用于蒸馏训练的优化器




第2步：读取配置文件和调用run方法，示例如下

compressor.config('./compress.yaml')
compressor.run()





其中，compress.yaml文件是压缩策略配置文件，集中了压缩策略的所有可调节参数，在1.2.2节中会详细介绍其格式和内容。

完成该节操作后的完整示例见：compress.py




1.2.2 配置文件的使用

模型压缩模块用yaml [https://zh.wikipedia.org/wiki/YAML]文件集中管理可调节的压缩策略参数。我们以filter pruning为例，说明配置文件的编写方式。

第一步：注册pruners, 如下所示，指定pruner的类别和一些属性，后文第5节会详细介绍可选类别和属性的含义。

pruners:
    pruner_1:
        class: 'StructurePruner'
        pruning_axis:
            '*': 0
        criterions:
            '*': 'l1_norm'





第二步：注册剪裁策略
如下所示，我们注册两个uniform剪裁策略，分别在第0个epoch和第10个epoch将模型的FLOPS剪掉10%.

strategies:
    pruning_strategy_0:
        class: 'UniformPruneStrategy'
        pruner: 'pruner_1'
        start_epoch: 0
        target_ratio: 0.10
        pruned_params: '.*_sep_weights'
        metric_name: 'acc_top1'
    pruning_strategy_1:
        class: 'UniformPruneStrategy'
        pruner: 'pruner_1'
        start_epoch: 10
        target_ratio: 0.10
        pruned_params: '.*_sep_weights'
        metric_name: 'acc_top1'





第三步：配置通用参数

我们在compress_pass下配置整个压缩任务的参数，如下所示，整个压缩任务会执行120个epoch, 压缩过程中的checkpoint保存在./checkpoints路径下。compress_pass.strategies下为生效的压缩策略，如果生效的多个策略的start_epoch参数一样，则按compress_pass.strategies下列出的先后顺序被调用。

compress_pass:
    epoch: 120
    checkpoint_path: './checkpoints/'
    strategies:
        - pruning_strategy_0
        - pruning_strategy_1





compress_pass下可配置的参数有：


	epoch: 整个压缩任务执行的epoch数量。


	init_model: 初始化模型路径。在裁剪策略中，会根据init_model中parameter的shape对当前网络进行裁剪。


	checkpoint_path: 保存checkpoint的路径, checkpoint中包含了模型训练信息和策略执行信息。在重启任务时，会自动从checkpoint路径下加载最新的checkpoint，所以用户需要根据自己的需求决定是否修改checkpoint。


	strategies: 在当前压缩任务中依次生效的策略。









2. 模型压缩策略使用介绍

本章依次介绍量化训练、模型通道剪裁和蒸馏三种策略的使用方式，在此之前建议先浏览相应策略的原理介绍：


	量化训练原理


	模型通道剪裁原理


	蒸馏原理





2.1 量化训练

用户须知: 现阶段的量化训练主要针对卷积层（包括二维卷积和Depthwise卷积）以及全连接层进行量化。卷积层和全连接层在PaddlePaddle框架中对应算子包括conv2d、depthwise_conv2d和mul等。量化训练会对所有的conv2d、depthwise_conv2d和mul进行量化操作，且要求它们的输入中必须包括激活和参数两部分。


2.1.1 基于High-Level API的量化训练


注意：多个压缩策略组合使用时，量化训练策略必须放在最后。




class Compressor(object):
    def __init__(self,
                 place,
                 scope,
                 train_program,
                 train_reader=None,
                 train_feed_list=None,
                 train_fetch_list=None,
                 eval_program=None,
                 eval_reader=None,
                 eval_feed_list=None,
                 eval_fetch_list=None,
                 teacher_programs=[],
                 checkpoint_path='./checkpoints',
                 train_optimizer=None,
                 distiller_optimizer=None):





在定义Compressor对象时，需要注意以下问题：


	train program如果带反向operators和优化更新相关的operators, train_optimizer需要设置为None.


	eval_program中parameter的名称需要与train_program中的parameter的名称完全一致。


	最终保存的量化后的int8模型，是在eval_program网络基础上进行剪枝保存的，所以，如果用户希望最终保存的模型可以用于inference, 则eval program需要包含infer需要的各种operators.


	checkpoint保存的是float数据类型的模型




在配置文件中，配置量化训练策略发方法如下：

strategies:
    quantization_strategy:
        class: 'QuantizationStrategy'
        start_epoch: 0
        end_epoch: 10
        float_model_save_path: './output/float'
        mobile_model_save_path: './output/mobile'
        int8_model_save_path: './output/int8'
        weight_bits: 8
        activation_bits: 8
        weight_quantize_type: 'abs_max'
        activation_quantize_type: 'abs_max'
        save_in_nodes: ['image']
        save_out_nodes: ['quan.tmp_2']
 compressor:
    epoch: 20
    checkpoint_path: './checkpoints_quan/'
    strategies:
        - quantization_strategy





可配置参数有：


	class: 量化策略的类名称，目前仅支持QuantizationStrategy


	start_epoch: 在start_epoch开始之前，量化训练策略会往train_program和eval_program插入量化operators和反量化operators. 从start_epoch开始，进入量化训练阶段。


	end_epoch: 在end_epoch结束之后，会保存用户指定格式的模型。注意：end_epoch之后并不会停止量化训练，而是继续训练到compressor.epoch为止。


	float_model_save_path:  保存float数据格式模型的路径。模型weight的实际大小在int8可表示范围内，但是是以float格式存储的。如果设置为None, 则不存储float格式的模型。默认为None.


	int8_model_save_path: 保存int8数据格式模型的路径。如果设置为None, 则不存储int8格式的模型。默认为None.


	mobile_model_save_path: 保存兼容paddle-mobile框架的模型的路径。如果设置为None, 则不存储mobile格式的模型。默认为None.


	weight_bits: 量化weight的bit数，bias不会被量化。


	activation_bits: 量化activation的bit数。


	weight_quantize_type: 对于weight的量化方式，目前支持’abs_max’， ‘channel_wise_abs_max’.


	activation_quantize_type: 对activation的量化方法，目前可选abs_max或range_abs_max。abs_max意为在训练的每个step和inference阶段动态的计算量化范围。range_abs_max意为在训练阶段计算出一个静态的范围，并将其用于inference阶段。


	save_in_nodes: variable名称列表。在保存量化后模型的时候，需要根据save_in_nodes对eval programg 网络进行前向遍历剪枝。默认为eval_feed_list内指定的variable的名称列表。


	save_out_nodes: varibale名称列表。在保存量化后模型的时候，需要根据save_out_nodes对eval programg 网络进行回溯剪枝。默认为eval_fetch_list内指定的variable的名称列表。







2.1.2 基于Low-Level API的量化训练

量化训练High-Level API是对Low-Level API的高层次封装，这使得用户仅需编写少量的代码和配置文件即可进行量化训练。然而，封装必然会带来使用灵活性的降低。因此，若用户在进行量化训练时需要更多的灵活性，可参考 量化训练Low-Level API使用示例 。






2.2 模型通道剪裁

该策略通过减少指定卷积层中卷积核的数量，达到缩减模型大小和计算复杂度的目的。根据选取剪裁比例的策略的不同，又细分为以下两个方式：


	uniform pruning: 每层剪裁掉相同比例的卷积核数量。


	sensitive pruning: 根据每层敏感度，剪裁掉不同比例的卷积核数量。




两种剪裁方式都需要加载预训练模型。
通道剪裁是基于结构剪裁，所以在配置文件中需要注册一个StructurePruner,  如下所示：

pruners:
    pruner_1:
        class: 'StructurePruner'
        pruning_axis:
            '*': 0
        criterions:
            '*': 'l1_norm'





其中，一个配置文件可注册多个pruners, 所有pruner需要放在pruners关键字下, pruner的可配置参数有：


	class: pruner 的类型，目前只支持StructurePruner


	pruning_axis: 剪裁的纬度；’conv*': 0表示对所有的卷积层filter weight的第0维进行剪裁，即对卷积层filter的数量进行剪裁。


	criterions： 通过通配符指定剪裁不同parameter时用的排序方式。目前仅支持l1_norm.





2.2.1 uniform pruning

uniform pruning剪裁策略需要在配置文件的strategies关键字下注册UniformPruneStrategy实例，并将其添加至compressor的strategies列表中。
如下所示：

strategies:
    uniform_pruning_strategy:
        class: 'UniformPruneStrategy'
        pruner: 'pruner_1'
        start_epoch: 0
        target_ratio: 0.5
        pruned_params: '.*_sep_weights'
compressor:
    epoch: 100
    strategies:
        - uniform_pruning_strategy





UniformPruneStrategy的可配置参数有：


	class: 如果使用Uniform剪裁策略，请设置为UniformPruneStrategy


	pruner: StructurePruner实例的名称，需要在配置文件中注册。在pruner中指定了对单个parameter的剪裁方式。


	start_epoch: 开始剪裁策略的epoch. 在start_epoch开始之前，该策略会对网络中的filter数量进行剪裁，从start_epoch开始对被剪裁的网络进行fine-tune训练，直到整个压缩任务结束。


	target_ratio: 将目标网络的FLOPS剪掉的比例。


	pruned_params: 被剪裁的parameter的名称，支持通配符。如，‘’为对所有parameter进行剪裁，‘conv’意为对所有名义以‘conv’开头的parameter进行剪裁。







2.2.2  sensitive pruning

sensitive剪裁策略需要在配置文件的strategies关键字下注册SensitivePruneStrategy实例，并将其添加至compressor的strategies列表中。
如下所示：

strategies:
    sensitive_pruning_strategy:
        class: 'SensitivePruneStrategy'
        pruner: 'pruner_1'
        start_epoch: 0
        delta_rate: 0.1
        target_ratio: 0.5
        num_steps: 1
        eval_rate: 0.2
        pruned_params: '.*_sep_weights'
        sensitivities_file: 'mobilenet_acc_top1_sensitive.data'
        metric_name: 'acc_top1'
compressor:
    epoch: 200
    strategies:
        - sensitive_pruning_strategy





SensitivePruneStrategy可配置的参数有：


	class: 如果使用敏感度剪裁策略，请设置为SensitivePruneStrategy


	pruner: StructurePruner实例的名称，需要在配置文件中注册。在pruner中指定了对单个parameter的剪裁方式。


	start_epoch: 开始剪裁策略的epoch。 在start_epoch开始之前，该策略会对网络中的filter数量进行第一次剪裁。


	delta_rate: 统计敏感度信息时，剪裁率从0到1，依次递增delta_rate. 具体细节可参考原理介绍文档


	target_ratio: 将目标网络的FLOPS剪掉的比例。


	num_steps: 整个剪裁过程的步数。每次迭代剪掉的比例为：$step = 1 - (1-target_ratio)^{\frac{1}{num_steps}}$


	eval_rate: 计算敏感度时，随机抽取使用的验证数据的比例。在迭代剪裁中，为了快速重新计算每一步的每个parameter的敏感度，建议随机选取部分验证数据进行计算。当num_steps等于1时，建议使用全量数据进行计算。







2.2.3  auto filter pruning

该策略使用模拟退火算法搜索得到一组剪裁率，按搜索到的这组剪裁率剪裁网络，并对剪裁后的网络进行训练。

自动通道剪裁策略需要在配置文件的strategies关键字下注册AutoPruneStrategy实例，并将其添加至compressor的strategies列表中。
如下所示：

strategies:
    auto_pruning_strategy:
        class: 'AutoPruneStrategy'
        pruner: 'pruner_1'
        controller: 'sa_controller'
        start_epoch: 0
        end_epoch: 500
        retrain_epoch: 0
        max_ratio: 0.50
        min_ratio: 0.48
        uniform_range: 0.4
        pruned_params: '.*_sep_weights'
        metric_name: 'acc_top1'
compressor:
    epoch: 500
    checkpoint_path: './checkpoints/'
    strategies:
        - auto_pruning_strategy





AutoPruneStrategy可配置的参数有：


	class: 如果使用自动通道剪裁策略，请设置为AutoPruneStrategy。


	pruner: StructurePruner实例的名称，需要在配置文件中注册。在pruner中指定了对单个parameter的剪裁方式。


	controller: 用于搜索的controller, 需要在当前配置文件提前注册，下文会详细介绍其注册方法。


	start_epoch: 开始搜索剪裁率组合的的epoch。


	end_epoch: 结束搜索剪裁率组合的epoch。 在end_epoch，该策略会根据当前搜索到的最好的剪裁率组合对网络进行剪裁。


	retrain_epoch: 评估一个模型性能之前，需要训练的epoch的数量。默认为0。


	max_ratio: 剪掉FLOPS的最高比例。


	target_ratio: 剪掉FLOPS的最低比例。


	uniform_range: 每个Parameter最多允许被剪掉的比例。


	pruned_params: 被剪裁的parameter的名称，支持通配符。如，‘’为对所有parameter进行剪裁，‘conv’意为对所有名义以‘conv’开头的parameter进行剪裁。


	metric_name： 评估模型性能的指标。




controller的配置方式如下：

controllers:
    sa_controller:
        class: 'SAController'
        reduce_rate: 0.85
        init_temperature: 10.24
        max_iter_number: 300






	class: distiller类名称，当前可选：SAController。


	reduce_rate: float类型；温度的衰减率。


	init_temperature: float类型；初始化温度。


	max_iter_number: int类型；在得到一个满足FLOPS限制的tokens之前，最多尝试的次数。









2.3 蒸馏

PaddleSlim支持FSP_loss, L2_loss和softmax_with_cross_entropy_loss, 用户可以在配置文件中，用这三种loss组合teacher net和student net的任意一层。

与其它策略不同，如果要使用蒸馏策略，用户在脚本中构造Compressor对象时，需要指定teacher program 和distiller optimizer.
其中，teacher program有以下要求：


	teacher program需要加载预训练好的模型。


	teacher program中的变量不能与student program中的变量有命名冲突。


	teacher program中只有前向计算operators， 不能有backward operators。


	用户不必手动设置teacher program的stop_gradient属性(不计算gradient和不更新weight)，PaddleSlim会自动将其设置为True.




distiller optimizer用来为student net和teacher net组合而成的网络添加反向operators和优化相关的operators, 仅用于蒸馏训练阶段。

在配置文件中，配置蒸馏策略方式如下：

strategies:
    distillation_strategy:
        class: 'DistillationStrategy'
        distillers: ['fsp_distiller', 'l2_distiller']
        start_epoch: 0
        end_epoch: 130





其中， 需要在关键字strategies下注册策略实例，可配置参数有：


	class: 策略类的名称，蒸馏策略请设置为DistillationStrategy。


	distillers: 一个distiller列表，列表中每一个distiller代表了student net和teacher net之间的一个组合loss。该策略会将这个列表中定义的loss加在一起作为蒸馏训练阶段优化的目标。 distiller需要提前在当前配置文件中进行注册，下文会详细介绍其注册方法。


	start_epoch: 在start_epoch开始之前，该策略会根据用户定义的losses将teacher net合并到student net中，并根据合并后的loss添加反向计算操作和优化更新操作。


	end_epoch: 在 end_epoch结束之后，该策略去将teacher net从student net中删除，并回复student net的loss. 在次之后，进入单独fine-tune student net的阶段。




distiller的配置方式如下：

FSPDistiller

distillers:
    fsp_distiller:
        class: 'FSPDistiller'
        teacher_pairs: [['res2a_branch2a.conv2d.output.1.tmp_0', 'res3a_branch2a.conv2d.output.1.tmp_0']]
        student_pairs: [['depthwise_conv2d_1.tmp_0', 'conv2d_3.tmp_0']]
        distillation_loss_weight: 1






	class: distiller类名称，可选：FSPDistiller，L2Distiller，SoftLabelDistiller


	teacher_pairs:  teacher网络对应的sections. 列表中每一个section由两个variable name表示，这两个variable代表网络中的两个feature map. 这两个feature map可以有不同的channel数量，但是必须有相同的长和宽。


	student_pairs: student网络对应的sections. student_pairs[i]与teacher_pairs[i]计算出一个fsp loss.


	distillation_loss_weight: 当前定义的fsp loss对应的权重。默认为1.0




L2-loss

distillers:
        l2_distiller:
                class: 'L2Distiller'
                teacher_feature_map: 'fc_1.tmp_0'
                student_feature_map: 'fc_0.tmp_0'
                distillation_loss_weight: 1






	teacher_feature_map: teacher网络中用于计算l2 loss的feature map


	student_feature_map: student网络中用于计算l2 loss的feature map， shape必须与teacher_feature_map完全一致。




SoftLabelDistiller

distillers:
    soft_label_distiller:
        class: 'SoftLabelDistiller'
        student_temperature: 1.0
        teacher_temperature: 1.0
        teacher_feature_map: 'teacher.tmp_1'
        student_feature_map: 'student.tmp_1'
        distillation_loss_weight: 0.001






	teacher_feature_map: teacher网络中用于计算softmax_with_cross_entropy的feature map。


	student_feature_map: student网络中用于计算softmax_with_cross_entropy的feature map。shape必须与teacher_feature_map完全一致。


	student_temperature: 在计算softmax_with_cross_entropy之前，用该系数除student_feature_map。


	teacher_temperature: 在计算softmax_with_cross_entropy之前，用该系数除teacher_feature_map。


	distillation_loss_weight: 当前定义的loss对应的权重。默认为1.0







2.4 轻量级模型结构搜索

该功能基于模拟退火算法，实现了轻量级模型结构的快速搜索，简称为LightNAS(Light Network Architecture Search).

使用改功能，需要用户做两个工作：


	定义搜索空间


	配置LightNASStrategy,并启动压缩任务





2.4.1 定义搜索空间

用户需要通过继承SearchSpace类 [https://github.com/PaddlePaddle/Paddle/blob/develop/python/paddle/fluid/contrib/slim/nas/search_space.py#L19]并重写其方法来定义搜索空间。用户需要重写实现的方法有：


	init_tokens: tokens以数组的形式格式表示网络结构，一个tokens对应一个网络结构。init_tokens指搜索的初始化tokens.


	range_table: 以数组的形式指定tokens数组中每个位置的取值范围，其长度与tokens长度相同。tokens[i]的取值范围为[0, range_table[i]).


	create_net: 根据指定的tokens构造初始化Program、训练Program和测试Program.




在PaddlePaddle/models/light_nas [https://github.com/PaddlePaddle/models/blob/develop/PaddleSlim/light_nas/light_nas_space.py]下，定义了经过验证的一个搜索空间，建议一般用户直接用该搜索空间。

在构造Compressor对象时，按以下方式将SearchSpace实例传入：

...
space = LightNASSpace()
...
com_pass = Compressor(
    place,
    fluid.global_scope(),
    train_prog,
    train_reader=train_reader,
    train_feed_list=None,
    train_fetch_list=train_fetch_list,
    eval_program=test_prog,
    eval_reader=test_reader,
    eval_feed_list=None,
    eval_fetch_list=val_fetch_list,
    train_optimizer=None,
    search_space=space)








2.4.2 配置LightNASStrategy

在配置文件中，配置搜索策略方式如下：

strategies:
    light_nas_strategy:
        class: 'LightNASStrategy'
        controller: 'sa_controller'
        target_flops: 592948064
        end_epoch: 500
        retrain_epoch: 5
        metric_name: 'acc_top1'
        server_ip: ''
        server_port: 8871
        is_server: True
        search_steps: 100





其中， 需要在关键字strategies下注册策略实例，可配置参数有：


	class: 策略类的名称，轻量级模型结构搜索策略请设置为LightNASStrategy。


	controller: 用于搜索的controller, 需要在当前配置文件提前注册，下文会详细介绍其注册方法。


	target_flops: FLOPS限制，搜索出的网络结构的FLOPS不超过该数值。


	end_epoch: 当前client结束搜索策略的epoch。


	retrain_epoch: 在评估模型结构性能之前，需要训练的epoch数量。(end_epoch-0)/retrain_epoch为当前client搜索出的网络结构的数量。


	metric_name： 评估模型性能的指标。


	server_ip: 指定controller server的ip。默认为空，即自动获取当前机器的ip。


	server_port: 指定controller server监听的端口。


	is_server: 以当前配置文件启动的进程是否包含controller server. 整个搜索任务必须有且只有一个controller server。


	search_steps: controller server搜索的步数，也就是server产出的网络结构的数量。




controller的配置方式如下：

controllers:
    sa_controller:
        class: 'SAController'
        reduce_rate: 0.85
        init_temperature: 10.24
        max_iter_number: 300






	class: distiller类名称，当前可选：SAController。


	reduce_rate: float类型；温度的衰减率。


	init_temperature: float类型；初始化温度。


	max_iter_number: int类型；在得到一个满足FLOPS限制的tokens之前，最多尝试的次数。







2.4.3 分布式搜索

单机多任务：

单机多任务是指在一个机器上启动一个controller server和多个client, client从controller获取tokens, 根据tokens组建网络并训练评估，最后返回reward给controller server.

在Compressor::run()执行时，会首先判断配置文件中的is_server是否为True, 然后做如下操作：


	True: 判断当前路径下是否存在slim_LightNASStrategy_controller_server.socket文件，如果存在，则仅启动一个client，如果不存在，则启动一个controller server和一个client.


	False: 仅启动一个client




多机搜索：

多机搜索是指在一个机器上启动一个controller server，在多台机器上启动若干client。在启动controller server的机器上的配置文件里的is_server要设置为True。其它机器上的配置文件中的is_server要手动设置为False, 同时server_ip和server_port要设置为controller server对应的ip和port.


注意： 在重启controller server时，lim_LightNASStrategy_controller_server.socke文件可能不会被及时清除，所以需要用户手动删除该文件。在后续版本中，会修复完善该问题。
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1. 量化训练Low-Level APIs介绍

量化训练Low-Level APIs主要涉及到PaddlePaddle框架中的四个IrPass，即QuantizationTransformPass、QuantizationFreezePass、ConvertToInt8Pass以及TransformForMobilePass。这四个IrPass的具体功能描述如下：


	QuantizationTransformPass: QuantizationTransformPass主要负责在IrGraph的conv2d、depthwise_conv2d、mul等算子的各个输入前插入连续的量化op和反量化op，并改变相应反向算子的某些输入，示例如图1：
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  本示例压缩目标为MobileNetV1-SSD [https://github.com/PaddlePaddle/models/tree/develop/PaddleCV/ssd]. 主要裁剪主干网络的卷积通道数。


第一步：观察网络结构

该模型的主干网络为MobileNetV1, 主要包含两种卷积：depthwise convolution和普通1X1卷积, 考虑到depthwise convolution的特殊性，我们只对普通1X1卷积做裁剪。

首先，我们需要知道主干网络中普通1X1卷积的参数（filter weights）的名称，在当前实现中，网络结构定义在fluid.default_main_program中，可以通过以下方式打印出网络中所有参数的名称和形状：

for param in fluid.default_main_program().global_block().all_parameters():
    print("{}: {}".format(param.name, param.shape))





上述代码会按网络定义顺序，依次打印相应的参数名称，如下所示：

conv2d_0.w_0 (32L, 3L, 3L, 3L)
depthwise_conv2d_0.w_0 (32L, 1L, 3L, 3L)
conv2d_1.w_0 (64L, 32L, 1L, 1L)
depthwise_conv2d_1.w_0 (64L, 1L, 3L, 3L)
conv2d_2.w_0 (128L, 64L, 1L, 1L)
depthwise_conv2d_2.w_0 (128L, 1L, 3L, 3L)
conv2d_3.w_0 (128L, 128L, 1L, 1L)
depthwise_conv2d_3.w_0 (128L, 1L, 3L, 3L)
conv2d_4.w_0 (256L, 128L, 1L, 1L)
depthwise_conv2d_4.w_0 (256L, 1L, 3L, 3L)
conv2d_5.w_0 (256L, 256L, 1L, 1L)
depthwise_conv2d_5.w_0 (256L, 1L, 3L, 3L)
conv2d_6.w_0 (512L, 256L, 1L, 1L)
depthwise_conv2d_6.w_0 (512L, 1L, 3L, 3L)
conv2d_7.w_0 (512L, 512L, 1L, 1L)
depthwise_conv2d_7.w_0 (512L, 1L, 3L, 3L)
conv2d_8.w_0 (512L, 512L, 1L, 1L)
depthwise_conv2d_8.w_0 (512L, 1L, 3L, 3L)
conv2d_9.w_0 (512L, 512L, 1L, 1L)
depthwise_conv2d_9.w_0 (512L, 1L, 3L, 3L)
conv2d_10.w_0 (512L, 512L, 1L, 1L)
depthwise_conv2d_10.w_0 (512L, 1L, 3L, 3L)
conv2d_11.w_0 (512L, 512L, 1L, 1L)
depthwise_conv2d_11.w_0 (512L, 1L, 3L, 3L)
conv2d_12.w_0 (1024L, 512L, 1L, 1L)
depthwise_conv2d_12.w_0 (1024L, 1L, 3L, 3L)





观察可知，普通1X1卷积名称为conv2d_1.w_0~conv2d_12.w_0, 用正则表达式可表示为：

"conv2d_[1-9].w_0|conv2d_1[0-2].w_0"








第二步：编写配置文件

我们以uniform pruning为例, 需要重点注意以下配置：


	target_ratio：指将被剪裁掉的flops的比例, 该选项的设置还要考虑主干网络参数量占全网络比例，如果该选项设置的太大，某些卷积层的channel会被全部裁剪掉，为了避免该问题，建议多先尝试设置不同的值，观察卷积层被裁剪的情况，然后再设置合适的值。当前示例会以0.2为例。


	pruned_params：将被裁剪的参数的名称，支持正则表达式，注意设置的正则表达式一定不要匹配到不想被裁剪到的参数名。最安全的做法是设置为param_1_name|param_2_name|param_3_name类似的格式，这样可以严格匹配指定的参数名。根据第一步，当前示例设置为conv2d_[1-9].w_0|conv2d_1[0-2].w_0







第三步：编写压缩脚本

当前示例的压缩脚本是在脚本ssd/train.py [https://github.com/PaddlePaddle/models/blob/develop/PaddleCV/ssd/train.py]基础上修改的。

需要注意一下几点：


fluid.metrics.DetectionMAP

PaddleSlim暂时不支持fluid.metrics和fluid.evaluator, 所以这里将metrics.DetectionMAP改写为：

gt_label = fluid.layers.cast(x=gt_label, dtype=gt_box.dtype)
if difficult:
    difficult = fluid.layers.cast(x=difficult, dtype=gt_box.dtype)
    gt_label = fluid.layers.reshape(gt_label, [-1, 1])
    difficult = fluid.layers.reshape(difficult, [-1, 1])
    label = fluid.layers.concat([gt_label, difficult, gt_box], axis=1)
else:
    label = fluid.layers.concat([gt_label, gt_box], axis=1)

map_var = fluid.layers.detection.detection_map(
        nmsed_out,
        label,
        class_num,
        background_label=0,
        overlap_threshold=0.5,
        evaluate_difficult=False,
        ap_version=ap_version)








data reader

注意在构造Compressor时，train_reader和eval_reader给的都是py_reader.
因为用了py_reader所以不需要再给feed_list.

   compressor = Compressor(
        place,
        fluid.global_scope(),
        train_prog,
        train_reader=train_py_reader, # noteeeeeeeeeeeee
        train_feed_list=None, # noteeeeeeeeeeeee
        train_fetch_list=train_fetch_list,
        eval_program=test_prog,
        eval_reader=test_py_reader, # noteeeeeeeeeeeee
        eval_feed_list=None, # noteeeeeeeeeeeee
        eval_fetch_list=val_fetch_list,
        train_optimizer=None)










第四步：保存剪裁模型

以下代码为保存剪枝后的模型:

com_pass = Compressor(...)
com_pass.config(args.compress_config)
com_pass.run()

pruned_prog = com_pass.eval_graph.program

fluid.io.save_inference_model("./pruned_model/", [image.name, label.name], [acc_top1], exe, main_program=pruned_prog)

# check the shape of parameters
for param in pruned_prog.global_block().all_parameters():
    print("name: {}; shape: {}".format(param.name, param.shape))





关于save_inference_model api请参考：https://www.paddlepaddle.org.cn/documentation/docs/zh/1.5/api_cn/io_cn.html#save-inference-model
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1、Confusion Matrix

在我们进行分类的时候，可以通过Confusion Matrix工具对分类结果进行分析，以改善我们的模型。


安装依赖：

    pip install sklearn
    pip install matplotlib
    pip install numpy








输入文件格式：

使用Confusion Matrix工具需要predict.txt和label.txt两个文件,其中predict.txt存储了预测类别和真实类别，label.txt存储了类别对应的名称，分别为如下格式




predict.txt：

    0 1 
    1 1 
    2 4 
    4 1 
    ...





其中每一行代表一次预测，第一列表示预测值，第二列表示真实值




label.txt

    cat 
    dog 
    tiger 
    ...





其中每一行代表了label中的一个类别




使用方式：

   python cm.py --label_file ./label.txt --predict_file ./predict.txt --output_dir output --img_h 1000 --img_w 1000





其中label_file指的是label.txt的路径，predict_file指的是predict.txt的路径，output_dir指的是输出混淆矩阵图片的保存路径，img_h指的是保存混淆矩阵图片的高，img_w指的是保存混淆矩阵图片的宽。






2、Kmeans 聚类

很多情况下每一类别中的数据会出现很多重复的状况，这样会对模型造成影响，因此可以尝试使用kmeans对图片进行聚类，筛去重复的图片。


安装依赖：

    pip install opencv-python
    pip install scipy
    pip install numpy
    pip install pickle
    pip install matplotlib





除以上依赖外，还需要安装PCV：

    git clone https://github.com/jesolem/PCV
    cd PCV
    python setup.py install








使用方式：

      python kmean.py --data_dir data/image  --output_dir output --num_class 6





其中data_dir指的是图像数据的路径, output_dir指的是聚类后图片保存的路径，num_class 指的是想要聚类的类别数。






3、计算均值和标准差

多数情况下，读取图像后减去均值和标准差，再进行图像分类，可以增加图像分类的精确度，因此需要计算数据集中图像的均值和标准差。


安装依赖：

    pip install opencv-python
    pip install numpy








使用方式：

      python cal_mean_std.py --data_dir ./data





其中data_dir指的是图像数据的路径，该路径下必须存放一个命名为train_list.txt的文件，该文件中的每一行存放相对于当前路径的图像相对路径和图像类别，并用空格分割开，详细如下：

./train_image/IMG_3655.jpg 0
./train_image/IMG_3656.jpg 2
./train_image/IMG_3657.jpg 1
...
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图像分类以及模型库


内容


	简介


	快速开始


	安装说明


	数据准备


	模型训练


	Auto FineTune的使用













简介

图像分类是计算机视觉的重要领域，它的目标是将图像分类到预定义的标签。近期，许多研究者提出很多不同种类的神经网络，并且极大的提升了分类算法的性能。本页将介绍如何使用PaddlePaddle进行图像分类。




快速开始


安装说明

在当前目录下运行样例代码需要python 2.7及以上版本，PadddlePaddle Fluid v1.5.1或以上的版本。如果你的运行环境中的PaddlePaddle低于此版本，请根据 安装文档 [http://paddlepaddle.org/documentation/docs/zh/1.5/beginners_guide/install/index_cn.html] 中的说明来更新PaddlePaddle。


环境依赖

python >= 2.7，CUDA >= 8.0，CUDNN >= 7.0，Paddle >= 1.5.0
运行训练代码需要安装numpy，cv2
使用预训练模型需要requests

pip install paddlepaddle-gpu
pip install opencv-python
pip install numpy
pip install requests










数据准备

数据按照如下方式进行存放，其中train_image文件夹（可自定义命名）存放所有的图像数据，train_list.txt、val_list.txt、test_list.txt分别用于存放训练、验证、测试数据信息。

./mydataset/
  ├── train_image
  │   ├── IMG_3655.jpg
  │   ├── IMG_3656.jpg
  │   ├── IMG_3657.jpg
  |   ...
  ├── train_list.txt
  ├── val_list.txt
  ├── test_list.txt





其中，txt文件中存放相对于./mydataset/的图像相对路径和图像类别，并用空格分割开，详细如下：

./train_image/IMG_3655.jpg 0
./train_image/IMG_3656.jpg 2
./train_image/IMG_3657.jpg 1
...








模型训练

数据准备完毕后，可以通过如下的方式启动训练：

python run.py \
       --configs_yaml=./confifgs/demo.yaml  \





参数说明：

|参数名 | 类型 | 含义 | 默认值 |
|—|—|—|—|
|configs_yaml | str | 存放参数的yaml文件路径 | ‘./configs/demo.yaml’ |
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PaddlePaddle inference and training script

This directory contains configuration and instructions to run the PaddlePaddle + nGraph for a local training and inference.




How to build PaddlePaddle framework with NGraph engine

In order to build the PaddlePaddle + nGraph engine and run proper script,  follow up a few steps:


	Install PaddlePaddle project


	set env exports for nGraph and OpenMP


	run the inference/training script




Currently supported models:


	ResNet50 (inference and training).




Only support Adam optimizer yet.

Short description of aforementioned steps:


1. Install PaddlePaddle

Follow PaddlePaddle installation instruction [https://github.com/PaddlePaddle/models/tree/develop/fluid/PaddleCV/image_classification#installation] to install PaddlePaddle. If you build from source [https://github.com/PaddlePaddle/FluidDoc/blob/develop/doc/fluid/beginners_guide/install/compile/compile_Ubuntu_en], please use the following cmake arguments and ensure to set -DWITH_NGRAPH=ON.

cmake .. -DCMAKE_BUILD_TYPE=Release -DWITH_GPU=OFF -DWITH_MKL=ON -DWITH_MKLDNN=ON  -DWITH_NGRAPH=ON





Note: MKLDNN and MKL are required.




2. Set env exports for nGraph and OMP

Set the following exports needed for running nGraph:

export FLAGS_use_ngraph=true
export OMP_NUM_THREADS=<num_cpu_cores>





If multiple threads are used, you may export the following for better performance:

export KMP_AFFINITY=granularity=fine,compact,1,0








3. How the benchmark script might be run.

If everything built successfully, you can run command in ResNet50 nGraph session in script run.sh [https://github.com/PaddlePaddle/models/blob/develop/PaddleCV/image_classification/run.sh] to start the benchmark job locally. You will need to uncomment the #ResNet50 nGraph part of script.

Above is training job using the nGraph, to run the inference job using the nGraph:

Please download the pre-trained resnet50 model from supported models [https://github.com/PaddlePaddle/models/tree/72dcc7c1a8d5de9d19fbd65b4143bd0d661eee2c/fluid/PaddleCV/image_classification#supported-models-and-performances] for inference script.
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PaddlePaddle Fast ImageNet Training

PaddlePaddle Fast ImageNet can train ImageNet dataset with fewer epochs. We implemented the it according to the blog
Now anyone can train Imagenet in 18 minutes [https://www.fast.ai/2018/08/10/fastai-diu-imagenet/] which published on the [fast.ai] website.
PaddlePaddle Fast ImageNet using the dynmiac batch size, dynamic image size, rectangular images validation and etc… so that the Fast ImageNet can achieve the baseline
(acc1: 75.9%, acc5: 93.0%) at 26 epochs on 8 * V100 GPUs.


Experiment


	Prepare the training data, resize the images to 160 and 352 using resize.py, the prepared data folder should look like:

`-ImageNet
  |-train
  |-validation
  |-160
    |-train
    `-validation
  `-352
    |-train
    `-validation







	Install the requirements by pip install -r requirements.txt.


	Launch the training job: python train.py --data_dir /data/imagenet


	Learning curve, we launch the training job on V100 GPU card:
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  For historical reasons, We keep “no name” models here, which are different from “specified name” models.

NOTE: Training the models in legacy folder will generate models without specified parameters.


	Released models: not specify parameter names




|model | top-1/top-5 accuracy(PIL)| top-1/top-5 accuracy(CV2) |
|- |:-: |:-:|
|ResNet152 [http://paddle-imagenet-models.bj.bcebos.com/ResNet152_pretrained.zip] | 78.18%/93.93% | 78.11%/94.04% |
|SE_ResNeXt50_32x4d [http://paddle-imagenet-models.bj.bcebos.com/se_resnext_50_model.tar] | 78.32%/93.96% | 77.58%/93.73% |



2019/08/08
We move the dist_train and fp16 part to PaddlePaddle Fleet now.
and dist_train folder is temporary stored here.
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Distributed Image Classification Models Training

This folder contains implementations of Image Classification Models, they are designed to support
large-scaled distributed training with two distributed mode: parameter server mode and NCCL2(Nvidia NCCL2 communication library) collective mode.


Getting Started

Before getting started, please make sure you have go throught the imagenet Data Preparation.


	The entrypoint file is dist_train.py, the commandline arguments are almost the same as the original train.py, with the following arguments specific to distributed training.


	update_method, specify the update method, can choose from local, pserver or nccl2.


	multi_batch_repeat, set this greater than 1 to merge batches before pushing gradients to pservers.


	start_test_pass, when to start running tests.


	num_threads, how many threads will be used for ParallelExecutor.


	split_var, in pserver mode, whether to split one parameter to several pservers, default True.


	async_mode, do async training, defalt False.


	reduce_strategy, choose from “reduce”, “allreduce”.




you can check out more details of the flags by python dist_train.py --help.



	Runtime configurations

We use the environment variable to distinguish the different training role of a distributed training job.


	General envs:


	PADDLE_TRAINER_ID, the unique trainer ID of a job, the ranging is [0, PADDLE_TRAINERS).


	PADDLE_TRAINERS_NUM, the trainer count of a distributed job.


	PADDLE_CURRENT_ENDPOINT, current process endpoint.






	Pserver mode:


	PADDLE_TRAINING_ROLE, the current training role, should be in [PSERVER, TRAINER].


	PADDLE_PSERVER_ENDPOINTS, the parameter server endpoint list, separated by “,”.






	NCCL2 mode:


	PADDLE_TRAINER_ENDPOINTS, endpoint list for each worker, separated by “,”.













Try Out Different Distributed Training Modes

You can test if distributed training works on a single node before deploying to the “real” cluster.

NOTE: for best performance, we recommend using multi-process mode, see No.3. And together with fp16.

NOTE: for nccl2 distributed mode, you must ensure each node train same number of samples, or set skip_unbalanced_data to 1 to do sync training.


	simply run python dist_train.py to start local training with default configuratioins.


	for pserver mode, run bash run_ps_mode.sh to start 2 pservers and 2 trainers, these 2 trainers
will use GPU 0 and 1 to simulate 2 workers.


	for nccl2 mode, run bash run_nccl2_mode.sh to start 2 workers.


	for local/distributed multi-process mode, run run_mp_mode.sh (this test use 4 GPUs).







Visualize the Training Process

It’s easy to draw the learning curve accroding to the training logs, for example,
the logs of ResNet50 is as follows:

Pass 0, batch 30, loss 7.569439, acc1: 0.0125, acc5: 0.0125, avg batch time 0.1720
Pass 0, batch 60, loss 7.027379, acc1: 0.0, acc5: 0.0, avg batch time 0.1551
Pass 0, batch 90, loss 6.819984, acc1: 0.0, acc5: 0.0125, avg batch time 0.1492
Pass 0, batch 120, loss 6.9076853, acc1: 0.0, acc5: 0.0125, avg batch time 0.1464





The below figure shows top 1 train accuracy for local training with 8 GPUs and distributed training
with 32 GPUs, and also distributed training with batch merge feature turned on. Note that the
red curve is trained with origin model configuration, which does not have the warmup and some detailed
modifications.

For distributed training with 32GPUs using --model DistResnet we can achieve test accuracy 75.5% after
90 passes of training (the test accuracy is not shown in below figure). We can also achieve this result
using “batch merge” feature by setting --multi_batch_repeat 4 and with higher throughput.
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  该文件夹用于存储预训练模型。
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